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基于堆叠模型的离场航空器飞行时间预测方法研究

赵元棣 1，崔英琪 1，刘珏 2 

（1.中国民航大学  空中交通管理学院，天津    300300；2.中国民用航空中南地区空中交通管理局，

广东  广州    510000）

摘　要：【【目的目的】】精确预测航空器离场阶段的飞行时间，提高空中交通管理效率，确保航空器运行的安全性与经济

性。【【方法方法】】深入分析了航空器离场阶段的飞行特性，探讨了影响离场航空器飞行时间的各类因素。在此基础上，提

取特征航迹点，并构建堆叠模型算法以优化离场航空器飞行时间的预测方法。该堆叠模型将神经网络、支持向量

机和线性模型作为基学习器，旨在提升预测精度。同时，采用贝叶斯岭回归模型作为元学习器，对最终结果进行优

化。设计消融试验，通过依次移除基学习器并构建仅包含剩余基学习器的堆叠子模型，对比各模型的预测性能，深

入探索了不同模型间的互补机制，并计算了航空器运行过程中各类特征的重要度。【【结果结果】】堆叠模型在飞行时间预

测任务上比单一基学习器表现优异，决定系数平均提升比例为 18.8%。同时，不同离场方向对航空器的高度和纬度

要求存在差异。【【结论结论】】与单一模型相比，堆叠模型展现出更强的泛化能力和准确性。
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Stacking model-based flight time prediction methods for departure 

aircraft

ZHAO Yuandi1， CUI Yingqi1， LIU Jue2

（1. College of Air Traffic Management， Civil Aviation University of China， Tianjin 300300， China； 2. CAAC Central 

and Southern Air Traffic Management Bureau， Guangzhou 510000， China）

Abstract： ［［Purposes］］This paper aims to accurately predict the flight time of aircraft during the 

departure phase to improve air traffic management efficiency and ensure the safety and economy of 

aircraft operations. ［［Methods］］The flight characteristics of aircraft during the departure phase were 

deeply analyzed， and various factors influencing the flight time of departing aircraft were discussed. 

On this basis， characteristic waypoints were extracted， and a stacking model algorithm was established 

to optimize the flight time prediction for departing aircraft. The stacking model integrates neural 

networks， support vector machines， and linear models as base learners to enhance prediction accuracy. 

Meanwhile， the Bayesian ridge regression model was adopted as the meta-learner to optimize the final 

results. Additionally， ablation experiments were designed. Base learners were sequentially removed， 

and stacked sub-models containing the remaining base learners were built to compare the prediction 

performance of each model and deeply explore the complementary mechanisms among different 
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models， with the feature importance of various characteristics during aircraft operations also 

calculated. ［［Findings］］The stacking model outperforms single base learners in flight time prediction 

tasks， with an average coefficient of determination improvement of 18.8%. Meanwhile， different 

departure directions impose varying requirements on aircraft altitude and latitude. ［［Conclusions］］

Compared to single models， the stacking model demonstrates superior generalization capability and 

accuracy.

Key words： air traffic management； departure flight time prediction； machine learning； stacking 

model； neural network

随着空中交通流量的持续增长，飞行安全面临

着日益严峻的挑战。为有效应对这一挑战并实现

空中交通流量的科学管控，国际民航组织提出航迹

运行（trajectory based operation， TBO）［1］等相关概

念。TBO的核心宗旨是优化航空器的飞行航迹，实

现高效、安全的空中交通管理［2］。其中，离场时间预

测作为 TBO的重要组成部分，为离场阶段提供了关

键的数据支撑。

目前，国内外学者针对航空器飞行时间预测开

展了大量研究，这些研究所采用的方法大致可分为

混合估计法和历史数据驱动法两类。混合估计法

主要是通过对航空器的飞行航迹进行仿真模拟，进

而预测其飞行时间的［3-6］。历史数据驱动法采用数

据模拟［7-9］、机器学习［8-12］等方法预测航空器的飞行

时间。例如，张军峰等［3］基于状态相关模态切换混

合预测算法展开航迹预测。叶博嘉等［7］基于影响进

场航空器飞行时间的因素和其作用机理展开飞行

时 间 预 测 。 DEEPUDEV 等［11］基 于 多 线 性 回 归

（multiple linear regression， MLR）模型预测航空器实

际着陆时间。

然而，上述研究大多是基于航空器获取的数据，

通过构建航空器运动模型并运用相应算法来预测飞

行时间的。但单一的算法模型在面对多样化数据集

时，往往难以保持较高的预测准确性，同时，这些研

究对离场阶段飞行时间的影响因素考虑尚不够全

面。本文提取航空公司、离场状态、离场模式等因素

的特征，将神经网络（neural network，NN）、支持向量

回归（support vector regression，SVR）和线性模型

（linear model，GLM）分别组合作为基学习器，并选用

贝叶斯岭回归（Bayesian ridge regression， BRR）作为

元学习器，构建不同的堆叠模型对离场航空器的飞

行时间进行预测。此外，本文还通过消融试验分析

了不同模型的准确率，计算了各个因素的特征重要

性，并运用多种指标对预测模型进行了评价与对

比，以检验模型的精准度。

1　航迹特征提取

1.1　数据采集与分析

厦门高崎国际机场仅设有一条跑道，其跑道方向

为05/23，且进离场交通流相互分离。其中，离场交通

流具体划分为DABER、DO和FQG三个方向。受风向

因素影响，05号跑道有5 591条航迹数据，23号跑道有

1 009条航迹数据，累计共6 600条航迹数据。这些航

迹数据涵盖了航空器呼号、航空器坐标、速度、航向、

跑道方向以及离场程序等关键信息。

1.2　影响因素分析及特征提取

航空器的离场飞行时间受到诸多因素的影响，

李一可等［13］考虑航空公司因素和航空器离场状态

因素对航迹进行预测，张军峰等［14］从航空器本身的

性能参数出发，对离场航迹进行预测，但多数文献

未涉及离场模式对航迹预测的影响，因此本文结合

离场航空器的运行特点，新增离场模式作为影响因

素。选取航空公司因素、离场状态因素和离场模式

因素作为影响离场航空器飞行时间的因素，见表1。
表1　影响飞行时间的因素与特征

Table 1　Factors and characteristics influencing flight time

影响因素

航空公司

离场状态

离场模式

选取特征

航空器呼号

起始点及航空器飞越各定位点的坐标、速度、航向

跑道方向，离场程序

其中，航空公司因素用于体现人的因素对飞行

时间产生的影响；离场状态因素用于反映航空器飞

行状态对飞行时间的影响；离场模式因素则用于体

现飞行程序对飞行时间的影响。对于离场状态因

素，选取航空器在起始点与标准离场程序定位点处

所测得的地面投影距离、垂直距离、航向以及速度

作为衡量指标；而对于离场模式因素，则将航空器
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起飞时所使用的跑道和离场程序作为衡量指标。

1.3　航迹聚类

由于所获取的数据是航空器每 4 s更新一次的

离散型数据，这些数据并未直接表明航迹所采用的

离场程序。为此，我们首先计算航迹之间的欧氏距

离。随后，基于计算所得的欧氏距离，计算样本曲

线 I 的标准差 SDI、自适应尺度参数 σI 和曲线 I 及曲

线 J的相似度矩阵B，其公式如下式所示：

SDI = ∑J = 1
N D2

I，J

N - 1  （1）

σI = ∑k = 1
mI (Dk，I - D̄I )2

mI - 1  （2）

B =
ì

í

î

ïïïï

ïïïï

exp( -D2
I，J

σI σJ
)，I ≠ J

0，I = J
 （3）

式（1）~（3）中：DI，J代表曲线 I和曲线 J之间的欧氏距

离；Dk，I代表特征值 k与曲线 I之间的欧氏距离；mI代

表曲线 I 的样本总点数；D̄I 代表近邻欧氏距离的均

值，D̄I = 1/mI∑k = 1
mI Dk，I；N 代表曲线样本总数。计算

相似度矩阵B时，当 I ≠ J 时，相似度通过指数函数

计算，距离越小，相似度越高；当 I = J时，相似度为

0。通过相似度矩阵和度矩阵计算拉普拉斯矩阵L。

L = D
- 1

2BD
- 1

2 （4）
式中：D为度矩阵。最后构造矩阵U如式（5）所示。

U = γ1γ2γ3…γk （5）
式中：γ1，γ2，γ3，…，γk 是前 k个特征值对应的特征向

量，对U按列进行归一化得到矩阵Y，将矩阵Y中的

一行看成一个样本进行 K-means 聚类，K 为聚类簇

数。因厦门高崎国际机场离场分为 3个方向，故K=
3。将 FQG 方向记为方向 1，DO 方向记为方向 2，
DABER 方向记为方向 3。将数据代入上述算法并

加入航迹点约束进行聚类，聚类效果如图1所示。

1.4　特征航迹提取

由于所获取数据中终端区的坐标均以经纬度

的形式呈现，在提取特征航迹点时，需将经纬度转

换至与航迹点相同的平面直角坐标系下。

航空器与移交点相切时即可进行移交操作，因

此，在移交点处航迹分布较为分散；而航空器离开

终端区时所经过的第一个航迹点，大多为导航台定

位点，该航迹点处的航迹相对集中。

基于此，本文选取离开终端区的第一个航迹点

作为预测对象，旨在预测航空器从离地到经过该航

迹点所需的飞行时间。

在特征航迹点的选择上，采用自适应方式选取

离原点最近的移交点以及适配的定位点。鉴于在

不同离场程序中，离原点最近的定位点到原点的距

离存在较大差异。本文依据实际距离特征，自动选

择处于适当距离的航迹点作为定位点。由于航迹

点均为离散点，其取值不连续，故将每一组航迹点

中距离移交点最近的点视为每架航空器的实际移

交点。

确定特征航迹点后，提取航空器经过该点的三

维坐标、速度以及航向等相关信息。为验证采用自

适应方式选择特征航迹点的效果，本文设计了自适

应组、固定移交点组、固定定位阈值组和全固定组

四组进行对比试验，并采用随机森林模型开展对比

分析，最终结果见表2。

方向1

方向3

方向2

（a） 05号跑道

方向1

方向3

方向2

（b） 23号跑道

图1　05号跑道和23号跑道航迹聚类示意图

Fig. 1　Clustering of flight paths for Runway 05 and Runway 

23
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表2　自适应选择对比试验

Table 2　Adaptive choice contrast experiment

方法

自适应组

固定移交点组

固定定位阈值组

全固定组

均方误差

（MAE）
0.152
0.153
0.162
0.164

平均绝对误

差（MSE）
0.087 1
0.086 9
0.087 1
0.087 1

决定系数R2

0.634 0
0.619 8
0.611 8
0.587 1

对比表 2中各方法的决定系数R2可知自适应组

性能最优，较全固定组提升 7.99%，固定移交点组、

固定定位阈值组的性能介于自适应组与全固定组

之间，证明“移交点自适应”和“定位点自适应”均对

预测效果有正向贡献，二者结合可实现最优性能。

最终，确定特征变量数据集并对其进行归一化

处理，得到的特征变量见表3。
表3　归一化后航迹点特征变量集

Table 3　Feature variable set for waypoints after normalization

跑道

方向

-1
1
1

-1
-1

呼号

-0.85
-0.85
-0.04
-0.04
-0.85

离场

方向

-0.15
-0.24
-0.34
-0.17
-0.16

航迹点1
横坐标/

km
0.96
0.94
0.91
0.96
0.96

纵坐标/
km

0.40
0.47
0.59
0.13
0.13

高度/m
-0.22

0.40
0.10

-0.25
-0.37

速度/
（m·s-1）

0.97
-0.97

0.98
0.98
0.98

航向/（°）
-0.42
-0.79
-0.76
-0.53
-0.50

航迹点2
横坐标/km

0.87
-0.68

0.60
0.81
0.82

纵坐标/km
-0.28
-0.79

0.40
-0.18
-0.06

高度/m
0.06

-0.42
0.58
0.08

-0.16

速度/
（m·s-1）

0.97
0.30
0.96
0.98
0.97

航向/（°）
-0.03

0.16
0.15
0.04
0.07

2　模型建立

集成学习通过结合多个弱模型的优点组成一

个强模型以提高其性能及泛化能力［15］。集成学习

包括堆叠法、聚合法、提升法。

本文选择堆叠法来强化模型。相较于单一模

型，堆叠模型能利用不同的基学习器进行不同的预

测，实现预测性能的互补，从而获得更优异的效果。

2.1　神经网络

神经网络是由大量的节点（神经元）互相连接

而形成的复杂网络系统，主要由输入层、隐藏层、输

出层构成，每层的节点通过不同的权重连接到下一

层的全部节点上。通过学习输入数据的模式，神经

网络可以根据这些模型进行预测和分类。神经网

络主要分为三类：前馈神经网络（feed-forward neural 
network， FNN）、反 馈 神 经 网 络（recurrent neural 
network， RNN）和 自 组 织 映 射（self-organizing 
map， SOM）。本文采用前馈神经网络的多层感

知机（multilayer perception， MLP）算法对飞行时间

进行预测。相较于单层感知机而言，多层感知机

包含至少一个隐藏层，允许模型学习更复杂的非

线性关系。每一层由多个神经元组成，每个神经

元对特征进行加权求和并应用激活函数。对于

含隐藏层的前馈神经网络，假设输入特征为 x =
[ x1，x2，…，xd ]，本文用 La表示隐藏层总数，l 表示隐

藏层索引。其传播过程可表示为：

输入层到第一层隐藏层：

h ( j )1 = σ (∑i = 1
d ω1，ij xi + b ( j )1 )，j = 1，2，…，n1 （6）

式中：h ( j )1 为第一层隐藏层第 j个神经元输出；ω1，ij 为

输入层到第一层隐藏层的权重；b ( j )1 为第一层隐藏层

第 j 个神经元的偏置；d 为输入特征维数；n1 为第一

层隐藏层的神经元数；σ (⋅)为激活函数。

隐藏层之间的传播：

h (k )
l + 1 = σ (∑j = 1

nl ωl + 1，jk h ( j )
l + b (k )

l + 1 )，k =
1，2，…，nl + 1 （7）
式中：h ( j )

l 为第 l层隐藏层第 j个神经元输出；ωl + 1，jk 为

第 l层隐藏层第 j个神经元到第 l + 1层隐藏层第 k个

神经元的权重；b (k )
l + 1 为第 l + 1 层隐藏层第 k 个神经

元的偏置；nl、nl + 1 分别为第 l、l + 1层隐藏层的神经

元数，l = 1，2，…，La - 1。
输出层的传播：

设最后一层隐藏层（第 La层）的输出为 hLa，输出

层的预测值 ŷ为：

ŷ = ∑k = 1
nLa ωout，k h (k )

La + bout （8）
式中：h (k )

La 为第 La层（即最后一层）隐藏层第 k个神经

元输出，也是式（7）中h ( j )
l 在 l = La、j = k时的取值；nLa

为最后一层隐藏层的神经元数，即 nl在 l = La时的取

值；ωout，k 为最后一层隐藏层到输出层的权重；bout 为

输出层的偏置。

14
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2.2　支持向量回归

支持向量回归算法通过选取一个最优超平面，

使尽可能多的样本落在以该超平面为中心、宽度为

2ε（ε为不敏感损失的阈值，本文将其设置为 0.1）的

区间内，同时利用核函数将输入特征映射至高维空

间，从而实现对复杂非线性关系的拟合。其核函数

如式（9）所示，优化目标如式（10）所示。

K ( xi，xj ) = ϕ ( xi ) ⋅ ϕ ( xj ) （9）
minω，b，ξi，ξ*

i

1
2  ω 2

2 + C∑i = 1
n ( ξi + ξ *

i )                  （10）

约束条件为

ì

í

î

ïïïï

ïïïï

yi - [ ω ⋅ ϕ ( xi ) + b ] ≤ ε + ξi

[ ω ⋅ ϕ ( xi ) + b ] - yi ≤ ε + ξi

ξi，ξ *
i ≥ 0( i = 1，2，…，n )

式（9）~（10）中：ξi、ξ *
i 为松弛变量，分别表示第 i个样

本在区间上界和下界外的误差；minω，b，ξi，ξ*
i
表示对权重

向量ω、偏置项 b和所有松弛变量 ξi、ξ *
i 同时进行最小

化求解；yi为第 i个样本的真实值；K ( xi，xj )表示两个

输入特征 xi、xj 的内积；ϕ ( xi )为输入特征 xi 在高维空

间的映射；C是惩罚系数，用于平衡模型复杂度与训

练误差，C 越大则越倾向于减小训练误差； ω 2
2 =

∑j = 1
d ω2

j 为L2范数平方，用以控制模型复杂度。

2.3　线性模型

线性模型通过构建特征线性组合对目标变量

进行预测。本文选取普通线性回归（ordinary least 
squares， OLS）、套索回归和岭回归作为基准模型，

三者在正则化策略上各有侧重，能够适应不同的数

据特征。其中，普通线性回归通过最小化预测值与

实际值之间的平方误差来拟合模型，其预测值 y̑为：

y̑ = ωTx + b （11）
套索回归通过引入 L1正则化环节数据进行拟

合，当正则化系数λ足够大时，不重要的特征权重会

逐渐压缩，仅保留关键特征，其表达式如式（12）
所示。

minω，b
1
n∑i = 1

n [ yi - (ωT xi + b) ]2 + λ ω 1 （12）
式中：λ ≥ 0； ω 1=∑j = 1

d ||ω2
j 为L1范数。

岭回归则通过引入 L2正则化约束权重来建模，

这样可以解决线性回归在特征共线性时的不稳定

性，其表达式如式（13）所示，其解析解如式（14）
所示。

minω，b
1
n∑i = 1

n [ yi - (ωT xi + b) ]2 + λ ω 2
2 （13）

ω̑ = (X TX + λI1 )-1X Ty （14）

式中：I1 为单位矩阵；X为训练集的特征矩阵，每行

对应一个样本的特征向量 xT
i ；y为元学习器的目标

值向量。

2.4　贝叶斯岭回归

贝叶斯岭回归算法通过在岭回归的正则化框

架中引入先验分布，将模型参数的不确定性加以量

化，并将参数估计问题转化为后验概率问题。该方

法能够评估权重的不确定性，从而自动估计正则化

参数，为集成算法的结果提供可靠的量化依据。

将贝叶斯岭回归作为元学习器时，其正则化参

数可有效地稳定相关特征的权重，同时通过后验方

差量化参数估计的不确定性，评估预测结果的可靠

程度，因而适用于大规模基模型的集成场景。假设

元特征矩阵为Z（Z ∈ Rn × m，m为基模型数量），含偏

置项的元特征矩阵为 Z͂，则其预测值 y̑ = Z͂β，β为待

求参数，其最优解如式（15）所示。

β͂ = ( Z͂T Z͂ + λI1 )-1 Z͂Ty （15）
式中：β͂ 为 β 的最优估计。

在本文中设置神经网络、支持向量回归和线性

模型为基学习器，并以贝叶斯岭回归作为元学习

器，提升整体预测性能。

其中，神经网络算法分别设置单隐层、双隐层和

三隐层三种结构，单隐层网络用于基本特征学习，多

隐层网络则用于捕捉深层非线性特征，这样既避免

了过拟合，又提升了整体泛化能力；支持向量回归算

法采用线性核处理线性可分数据，同时利用径向基

核捕捉复杂的非线性关系，以覆盖数据中的非线性

模式。在线性模型中，普通线性回归提供基准的线

性拟合，岭回归通过L2正则化增强模型稳定性，套索

回归则通过L1正则化实现特征选择与降维。

在基学习器的超参数设定方面，最终确定决策

树数量为 200，叶节点最小样本数为 1，节点分裂最

小样本数为 2。由于梯度提升树无显式的迭代权重

更新过程，故无需设置学习率参数。同时，不限制

单棵树的最大深度和每棵树使用的最大特征数，以

确保模型能充分挖掘非线性特征间的关联，并利用

全量特征信息保证超参数设定的合理性与泛化性。

通过 10折交叉验证在训练集上生成元特征后，将各

基学习器的预测结果作为元特征输入元学习器中。

元学习器选择贝叶斯岭回归模型，其正则化参数通

过 10折交叉验证确定，进而完成最终预测，整体流

程如图2所示。
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开始

结束

输出最优预测值

是

否
模型预测
结果最优

调整预测回归
模型输入参数

输出回归模型的预测值

10折交叉验证

贝叶斯岭回归

线性回归、岭回
归、套索回归

线性核、径
向基核

单隐层、双隐
层、多隐层

线性模型支持向量回归神经网络

随机抽取30%作为测试集，
剩下的70%作为训练集

构建多项式特征和特征交互项，
并进行Z-score标准化和归一化处理

图2　算法流程图

Fig. 2　Algorithm flowchart

3　试验结果

3.1　评价指标

本文采用均方误差（MSE）、平均绝对误差

（MAE）和决定系数R2 三个指标评价模型预测效果。

MSE和MAE的计算公式如式（16）和式（17）所示，R2

的计算公式如式（18）所示。

MSE = ∑i = 1
n ( yi - ŷ i )2

n  （16）
MAE = ∑i = 1

n || ( yi - ŷ i )
n  （17）

R2 = 1 - ∑
i = 1

n ( yi - ŷ i )2

∑
i = 1

n ( yi - ȳ i )2
 （18）

式（16）~（18）中：ŷ i为预测值；ȳ i为真实值的平均值。

由于不同跑道方向和离场程序的数据分布差

异较大，直接混合后预测效果不佳。因此，将 05号

跑道和 23 号跑道各自的 3 个方向细分为 6 个数据

集，分别进行回归预测。其中，05号跑道的样本量多

于23号跑道的，故以05号跑道的数据为例展开分析。

3.2　预测效果

为验证堆叠模型的预测性能与泛化能力，将其

与单个神经网络、支持向量回归和线性模型分别进

行比较，并进一步与常用的长短期记忆网络（long 
short-term memory，LSTM）和 极 端 梯 度 提 升 树

（extreme gradient boosting，XGBoost）进行对比。上

述各模型均以真实值与预测值之间的均方误差、平

均绝对误差和决定系数作为评价指标，结果见表4。
由表4可知，线性模型的预测能力有限。神经网

络和支持向量回归虽可拟合线性关系，但在复杂场

景下仍存在局限性，整体效果比堆叠模型的差。

LSTM具备时序建模能力，能够捕捉动态依赖关系，

但对非时序特征的适配性不足。XGBoost在极端场

景下预测效果存在一定偏差。相比之下，堆叠模型

通过融合多模型的互补优势，有效规避了单一模型

的局限性，在3个方向上的均方误差和平均绝对误差

均有所降低，决定系数平均提升幅度达18.8%。

根据衡宇铭等［16］的研究，管制员负责的航空

器存在的潜在冲突是影响其工作负荷的主要原因，

若航空器冲突过多，管制员的工作负荷必然增大，

进而影响飞行安全。分析表明，飞行时间预测偏差

较大，会直接导致航空器潜在冲突增加，从而使管

制员的决策失误风险上升。通过减小轨迹预测偏

表4　05号跑道不同方向不同预测模型的预测结果

Table 4　Prediction results of different prediction models for different directions on Runway 05

方法

神经网络

支持向量回归

线性模型

堆叠模型

LSTM
XGBoost

方向1
MSE

0.008 90
0.007 36
0.404 39
0.002 22
0.002 56
0.006 90

MAE
0.060 13
0.046 01
0.486 65
0.032 91
0.039 40
0.024 30

R2

0.634 49
0.687 76
0.608 04
0.805 70
0.697 80
0.771 20

方向2
MSE

0.006 96
0.007 06
0.538 76
0.001 08
0.001 90
0.008 10

MAE
0.049 43
0.038 12
0.513 32
0.022 59
0.033 90
0.020 30

R2

0.763 47
0.743 79
0.544 62
0.794 00
0.583 00
0.706 70

方向3
MSE

0.000 51
0.000 57
0.366 67
0.000 15
0.000 20
0.007 00

MAE
0.017 04
0.014 28
0.437 97
0.008 50
0.010 70
0.006 90

R2

0.674 67
0.664 75
0.637 16
0.801 50
0.682 40
0.800 59
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差，提升飞行安全与管制员工作效率，能够使管制

员更准确地协调时隙间隔，减少时隙资源浪费，提

高空域与机场的资源利用率，降低运行成本，从而

为TBO“全航程精准轨迹”提供可靠保障。

3.3　消融试验

为研究堆叠集成模型中各基学习器的预测性

能以及协同贡献率，本文设计了消融试验：依次移

除基学习器并构建包含剩余基学习器的堆叠子模

型，对比每个模型的预测性能；通过定量分析各基

学习器对预测准确度的影响，分析模型之间的互补

机制；基于数据量最多的方向 3的数据展示消融场

景的性能。为了直观地反映不同模型的预测性能，

计算每个模型的 R2 变化率（即神经网络的决定系

数），其结果见表5。
表5　05号跑道方向3不同堆叠模型的预测结果

Table 5　Prediction results of different stacking models for Runway 05 in the Direction 3

模型代号

模型1
模型2
模型3
模型4
模型5
模型6
模型7
模型8
模型9
模型10

模型类别

堆叠模型基学习器

神经网络

支持向量回归

线性模型

神经网络、支持向量回归

神经网络、线性模型

支持向量回归、线性模型

支持向量回归、线性模型、

神经网络

单一神经网络模型

单一支持向量回归模型

单一线性模型

堆叠模型元学习器

贝叶斯岭回归

贝叶斯岭回归

贝叶斯岭回归

贝叶斯岭回归

贝叶斯岭回归

贝叶斯岭回归

贝叶斯岭回归

评价指标

MSE
0.000 12
0.000 13
0.000 12
0.000 17
0.001 53
0.000 18
0.000 15
0.000 51
0.000 57
0.366 67

MAE
0.006 32
0.006 55
0.006 68
0.008 56
0.008 97
0.009 23
0.008 50
0.017 04
0.014 28
0.437 97

R2

0.846 02
0.817 43
0.836 36
0.778 00
0.798 10
0.757 53
0.801 50
0.674 67
0.664 75
0.637 16

R2变化率/%
0.00

-3.38
-1.14
-8.04
-5.66

-10.46
-5.26

-20.25
-21.43
-24.69

由表 5 可知，堆叠模型的预测效果优于任一单

一模型的。在各堆叠子模型中，“神经网络+贝叶斯

岭回归”的预测效果最为显著，其中神经网络凭借

其非线性拟合能力捕捉复杂特征，贝叶斯岭回归则

通过权重优化有效纠正预测偏差。

为直观展示不同方向上各堆叠模型与单一模

型的预测效果差异，绘制了各方向上堆叠模型与单

一模型的性能对比热力图，如图3所示。

由图 3可知，单一模型的 R2 显著低于堆叠模型

的，表明堆叠策略对模型性能的提升起到了关键作

用。“神经网络+贝叶斯岭回归”堆叠模型在三个方

向上均表现出较强的预测准确性，体现了其在不同

方向和不同模式下的良好适配性。其他堆叠模型

的预测效果低于“神经网络+贝叶斯岭回归”模型

的，这可能是因为过多基模型的混合引入了冗余信

息，超出了贝叶斯岭回归的正则化调控能力，但其

预测性能仍优于单一模型的。为直观展示模型的

预测效果，选取“神经网络+贝叶斯岭回归”模型中

误差最大和最小的各20个关键样本，结果见表6。

0.846 02  0.826 01  0.759 66

0.817 43  0.836 46  0.757 28

0.836 36  0.830 39  0.862 82

0.778 00  0.716 10  0.678 90

0.798 10  0.658 10  0.667 90

0.757 53  0.718 90  0.648 00

0.801 50  0.794 00  0.805 70

0.674 67  0.763 47  0.634 49

0.664 75  0.743 79  0.687 76

0.637 16  0.544 62  0.608 04

不同模型在各离场方向的R2值分布

模型1

模型2

模型3

模型4

模型5

模型6

模型7

模型8

模型9

模型10

离场方向

R2 值
（
越

高
越

好
）

模
型

类
型

DABER      D0         FQG

0.85

0.80

0.75

0.70

0.65

0.60

0.55

图3　不同模型在各离场方向的R2 热力图

Fig. 3　R2 heat maps of different models in different departure 

directions
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表6　真实值与预测值对比结果

Table 6　Comparison of actual and predicted values

样本

1
2
3
4
5
6
7
8
9

10

真实值

0.950
0.942
0.945
0.961
0.944
0.958
0.976
0.868
0.958
0.948

预测值

0.949
0.941
0.946
0.969
0.941
0.955
0.976
0.868
0.944
0.941

残差

0.001
0.001

-0.001
-0.008

0.003
0.003
0.000
0.000
0.014
0.007

样本

11
12
13
14
15
16
17
18
19
20

真实值

0.971
0.965
0.944
0.965
0.873
0.965
0.865
0.874
0.892
0.866

预测值

0.968
0.964
0.941
0.964
0.940
0.964
0.915
0.922
0.931
0.923

残差

0.003
0.001
0.003
0.001

-0.067
0.001

-0.050
-0.048
-0.039
-0.057

分析结果表明，模型的平均相对误差为 1.23%，

且堆叠模型对 95% 的样本实现了相对误差不超过

5%的预测精度，整体预测性能较为优越。

3.4　预测模型重要度与分析

前文将样本数据按跑道方向和离场程序划分

为六个数据集，不同数据集训练所得模型的特征重

要度存在差异。鉴于上述研究已表明特征变量与

目标变量之间存在非线性关系，故采用支持向量回

归结合排列重要性的方法计算特征重要度。排列

重要性的基本思想是：在保持其他特征不变的情况

下，随机打乱某一特征的取值，通过比较打乱前后

模型预测性能的下降程度来衡量该特征的重要性。

具体而言，在训练 SVR 模型后，计算原始模型的性

能指标R2original，其计算公式如式（19）~（20）所示：

R2original = 1 - ∑i = 1
m ( yi - ŷ i )2

∑i = 1
m ( yi - ȳ i )2                        （19）

R2permuted = 1 - ∑i = 1
m ( yi - y

（perm）
i

)2

∑i = 1
m ( yi - ȳ i )2                 （20）

式中：y
（perm）
i

为对打乱特征后的测试集进行预测得到

的预测值；R2permuted为模型打乱后的数据中的性能。随

机打乱某个特征在测试集中的值之后，计算R2permuted，
然后计算原始性能与打乱后性能的差值，再将其归

一化，即可比较特征间的相对重要性。 
表 7展示了05号跑道不同离场方向的特征重要

度。表 7中Cnum 代表航空器呼号，X1、Y1、Z1、V1、H1
代表航空器经过特征航迹点1时的飞行参数（X1、Y1、
Z1分别为航迹点1的经度、纬度和高度，V1为航迹点1
的速度，H1为航迹点 1的航向），X2、Y2、Z2、V2、H2代表

航空器经过特征航迹点2时的飞行参数。

由表 7 可知，高度和纬度参数在 3 个方向上均

表现出较高的重要度，表明其是离场时间预测的关

键特征，这与飞行路径选择及飞行安全性密切相

关。结合实际运行分析：方向 3的离场末端需加入

高空航路，“达到目标高度”是其核心要求，因此 Z2
的重要度最高；方向 2横向调整较少，主要需沿正确

航路飞行，对纬度精确度要求较高，故 Y1的重要度

突出；方向 1因空域结构较为复杂，需高度、纬度和

速度协同控制，因此 Z1、Y2、V2等多个特征均表现出

较高的重要度。

4　结论

1） 对航空器离场飞行时间的特征进行提取和归

一化处理，引入航空公司因素、离场状态因素和离场

模式因素，增强了模型对飞行时间的解释能力。

2） “神经网络+贝叶斯岭回归”或者“支持向量

回归+贝叶斯岭回归”的单一基学习器堆叠模型的

预测性能优于单一模型及线性模型的预测性能。

本文通过基学习器捕捉非线性特征，元学习器引入

先验概率约束抑制过拟合，提高了预测的准确性。

3） 多个基学习器的堆叠模型性能不同，模型的

互补性决定了堆叠模型预测的性能，增加基学习器

的数量也可能会导致预测性能衰减。

参考文献（References）：

［1］ WANG Z Y.An investigation of operational concepts and 

issues in air traffic management ［J］. Industrial 

Engineering & Management，2021，10（9）：1.

［2］ 郑长江， 张晨， 陶童统， 等 . 冷链物流多式联运路径选

择优化研究［J］. 交通科学与工程， 2023， 39（6）： 111-

122. DOI ：10.16544/j. cnki. cn43-1494/u. 20221002231.

ZHENG Changjiang， ZHANG Chen， TAO Tongtong， 

et al. Research on the routing optimization for cold chain 

表7　不同离场方向神经网络预测模型特征重要度

Table 7　Feature importance of neural network prediction 

models for different departure directions

飞行参数

Cnum
X1
Y1
Z1
V1
H1
X2
Y2
Z2
V2
H2

方向1
0.007 7
0.066 2
0.085 1
0.170 0
0.022 6
0.001 6
0.107 6
0.134 3
0.189 0
0.120 1
0.095 8

方向2
0.024 7
0.079 0
0.396 8
0.063 1
0.073 1
0.013 3
0.031 5
0.156 3
0.082 0
0.071 9
0.008 3

方向3
0.019 4
0.049 7
0.028 8
0.032 8
0.084 5
0.053 2
0.106 9
0.114 9
0.383 4
0.073 2
0.053 2

18



赵元棣，等：基于堆叠模型的离场航空器飞行时间预测方法研究第 3期

投稿网址：https：//jtkxygc. csust. edu. cn/jtkxygc/home

logistics multimodal transportation ［J］. Journal of 

Transport Science and Engineering， 2023， 39（6）： 111-

122.DOI： 10.16544/j.cnki.cn43-1494/u.20221002231.

［3］ 张军峰， 隋东， 汤新民 . 基于状态相关模态切换混合

估计的航迹预测［J］. 系统工程理论与实践， 2014， 34

（11）： 2955-2964.

ZHANG Junfeng， SUI Dong， TANG Xinmin. Aircraft 

trajectory prediction based on SDTHE algorithm［J］. 

Systems Engineering：Theory & Practice， 2014， 34

（11）： 2955-2964.

［4］ LIU W Y， HWANG I. Probabilistic trajectory prediction 

and conflict detection for air traffic control［J］. Journal 

of Guidance， Control， and Dynamics， 2011， 34（6）： 

1779-1789. DOI：10.2514/1.53645. 

［5］ 汤新民， 李腾， 陈强超， 等 . 基于交互式多模型的短期

4D航迹预测［J］. 武汉理工大学学报（交通科学与工程

版）， 2020， 44（1）： 39-45.

TANG Xinmin， LI Teng， CHEN Qiangchao， et al. 

Short-term 4D trajectory prediction based on interactive 

multi-models ［J］. Journal of Wuhan University of 

Technology （Transportation Science & Engineering）， 

2020， 44（1）： 39-45.

［6］ 蒋林锡， 吴伟， 秦少敏 . 混行交通流下单交叉口车道

布设和信号配时［J］. 交通科学与工程， 2023， 39

（5） ： 139-148. DOI： 10.16544/j. cnki. cn43-1494/

u.2022031623101997.

JIANG Linxi， WU Wei， QIN Shaomin. The method of 

lane layout and signal timing at a single intersection 

under mixed traffic flow［J］. Journal of Transport 

Science and Engineering， 2023， 39（5）： 139-148. DOI： 

10.16544/j.cnki.cn43-1494/u.2022031623101997.

［7］ 叶博嘉， 鲍序， 刘博， 等 . 基于机器学习的航空器进近

飞行时间预测［J］. 航空学报， 2020， 41（10）： 324136.

YE Bojia， BAO Xu， LIU Bo， et al. Machine learning 

for aircraft approach time prediction ［J］. Acta 

Aeronautica et Astronautica Sinica， 2020， 41（10）： 

324136. 

［8］ TANG X M， GU J W， SHEN Z Y， et al. A flight profile 

clustering method combining twed with K-means 

algorithm for 4D trajectory prediction ［C］//2015 

Integrated Communication， Navigation and Surveillance 

Conference （ICNS）. Herdon：IEEE， 2015： S3-1-S3-9. 

［9］ 王莉莉， 彭勃 . 基于 LOFC 时间窗分割算法的航迹聚

类研究［J］. 南京航空航天大学学报， 2018， 50（5）： 

661-665. DOI：10.16356/j.1005-2615.2018.05.011.

WANG Lili， PENG Bo. Track clustering based on 

LOFC time window segmentation algorithm［J］. Journal 

of Nanjing University of Aeronautics & Astronautics， 

2018， 50 （5） ： 661-665. DOI：10.16356/j. 1005-

2615.2018.05.011. 

［10］ WANG Z Y， LIANG M， DELAHAYE D. Automated 

data-driven prediction on aircraft estimated time of 

arrival［J］. Journal of Air Transport Management， 2020， 

88： 101840. DOI：10.1016/j.jairtraman.2020.101840. 

［11］ DEEPUDEV S， PALANISAMY P， GOPI V P， et al. A 

machine learning based approach for prediction of actual 

landing time of scheduled flights［C］//Proceedings of 

International Conference on Recent Trends in Machine 

Learning， IoT， Smart Cities and Applications. 

Singapore： Springer Singapore， 2020： 755-766. 

［12］徐文英， 王大军， 卢朝阳， 等 . 基于XGBoost算法的终

端区进场航空器飞行时间预测［J］. 北京交通大学学

报， 2022， 46（6）： 72-79. DOI：10.11860/j. issn. 1673-

0291.20210185.

XU Wenying， WANG Dajun， LU Zhaoyang， et al. 

Flight time prediction for aircraft approaching terminal 

area based on XGBoost algorithm［J］. Journal of Beijing 

Jiaotong University， 2022， 46（6）： 72-79. DOI：

10.11860/j.issn.1673-0291.20210185. 

［13］李一可，张洪海，周锦伦，等 .基于动作特征融合的MF-

Transformer 终端区航迹预测方法［J/OL］. 西南交通大

学学报［2025-11-20］.https：//link.cnki.net/urlid/51.1277.

u.20250905.0922.002.

LI Y K， ZHANG H H， ZHOU J L， et al. MF-

Transformer trajectory prediction method for terminal 

area based on motion feature fusion［J/OL］. Journal of 

Southwest Jiaotong University［2025-11-20］. https：//

link.cnki.net/urlid/51.1277.u.20250905.0922.002.

［14］张军峰， 葛腾腾， 陈强， 等 . 离场航空器四维航迹预测

及不确定性分析［J］. 西南交通大学学报， 2016， 51

（4） ： 800-806. DOI： 10.3969/j. issn. 0258-272 

4.2016.04.027.

ZHANG Junfeng， GE Tengteng， CHEN Qiang， et al. 

4D trajectory prediction and uncertainty analysis for 

departure aircraft［J］. Journal of Southwest Jiaotong 

University， 2016， 51（4）： 800-806. DOI：10.3969/j.

issn.0258-2724.2016.04.027. 

［15］曹静， 段博文， 黄羿博 . 基于堆叠模型的多特征融合

碳排放预测［J］. 西北师范大学学报（自然科学版）， 

2025， 61 （4）： 91-99. DOI：10.16783/j. cnki. nw 

nuz.2025.04.011.

CAO Jing， DUAN Bowen， HUANG Yibo. Multi-

feature fusion carbon emission prediction based on 

stacked models ［J］. Journal of Northwest Normal 

University （Natural Science）， 2025， 61（4）： 91-99. 

DOI：10.16783/j.cnki.nwnuz.2025.04.011.

［16］衡宇铭， 吴明功， 温祥西， 等 . 基于复杂网络的管制员

负荷评估［J］. 西华大学学报（自然科学版）， 2022， 41

（1）： 52-58. DOI：10.12198/j.issn.1673159X.4169.

HENG Yuming， WU Minggong， WEN Xiangxi， et al. 

Controller workload evaluation based on complex 

network［J］. Journal of Xihua University （Natural 

Science Edition）， 2022， 41（1）： 52-58. DOI：10.12198/

j.issn.1673159X.4169. 

（责任编辑：薛仪；校对：石月珍）

19


