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基于CNN-LSTM-Attention的车辆荷载作用下桥梁挠度
预测方法
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摘　要：【【目的目的】】车辆荷载是服役阶段引起桥梁挠度变化的重要因素之一，其时空随机性强，预测挑战大。为提高由

车辆荷载引起的挠度的预测准确性，构建了融合特征工程的CNN-LSTM-Attention深度学习模型，并系统分析特征

工程与模型结构对预测性能的影响。【【方法方法】】首先，基于桥面监控与称重系统数据，构建车道级车辆荷载时间序列，

并引入滞后特征、差分特征、滚动标准差及移动平均等特征工程方法来增强时间序列的表征能力。然后，建立

CNN-LSTM-Attention预测模型，并与长短期记忆网络（LSTM）模型及未引入特征工程的模型进行对比分析。最后，

采用平均绝对误差 rMAE、均方误差 rMSE、决定系数R2及解释方差得分 SEVS等指标对模型性能进行量化评估。【【结果结果】】在

融合了特征工程后，模型的预测精度显著提升：与未引入特征工程相比，其 rMAE降低了 87.2%，R2提升了 27.7%；与传

统LSTM模型相比，其 rMAE 降低了 87.3%，R2 提升了 34.4%。【【结论结论】】融合了特征工程的CNN-LSTM-Attention模型能够

有效刻画车辆荷载序列的时序特征及长期依赖关系，实现桥梁挠度的高精度预测。
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Prediction method of bridge deflection under vehicle loads based on 

CNN-LSTM-Attention
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Abstract： ［［PurposesPurposes］］ Vehicle load is one of the critical factors causing deflection variation of bridges 

during the service stage， characterized by strong spatial-temporal randomness and great challenges in 

prediction. To improve the prediction accuracy of deflection induced by vehicle loads， a CNN-LSTM-

Attention deep learning model integrated with feature engineering was established， and the effects of 

feature engineering and model structure on prediction performance were systematically analyzed. 

［［MethodsMethods］］ Firstly， based on data from the bridge deck monitoring and weighing systems， a lane-level 

vehicle load time series was constructed. Feature engineering methods including lag features， 

difference features， rolling standard deviation， and moving average were introduced to enhance the 
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representation capability of the time series. The CNN-LSTM-Attention prediction model was thus 

established and compared with the long short-term memory （LSTM） model and the model without 

feature engineering. Finally， the model performance was quantitatively evaluated using indicators such 

as mean absolute error rMAE， mean square error rMSE， coefficient of determination R²， and explained 

variance score SEVS. ［［FindingsFindings］］ The prediction accuracy of the model is significantly improved after 

introducing feature engineering. Compared with the model without feature engineering， the rMAE is 

reduced by 87.2%， and R² is increased by 27.7%. Compared with the traditional LSTM model， the rMAE 

is decreased by 87.3%， and R² is improved by 34.4%. ［［ConclusionsConclusions］］ The CNN-LSTM-Attention 

model integrated with feature engineering can effectively capture the temporal characteristics and long-

term dependencies of vehicle load sequences， enabling high-precision prediction of bridge deflection.

Key words： bridge deflection； vehicle load； deep learning； feature engineering； CNN-LSTM-

Attention

桥梁挠度是反映结构整体受力性能与服役状

态的重要指标。长期以来，国内外学者围绕桥梁挠

度的监测与评估开展了大量研究。常见的挠度监

测手段包括连通管系统、全球定位系统、光电测量

装置等，这些方法在工程实践中已得到广泛

应用［1-4］。

基于挠度监测数据的桥梁状态评估的研究较

多［5-6］。传统挠度评估方法多基于不利工况下的极值

分析，缺乏对挠度时间序列成分的系统分解。桥梁

在服役过程中受温度、车辆及风等因素作用，其挠度

随时间呈现出复杂的波动特征。已有研究表明，温

度效应与车辆荷载是影响桥梁挠度的主要因素［7-10］。

针对温度效应引起的挠度变化，学者们通过理论推

导与有限元分析揭示了温致变形机理［11］，并利用信

号处理方法识别出了温致挠度响应［12］。随着深度学

习技术的发展，长短期记忆网络（LSTM）等模型被用

于温致挠度预测，在处理时滞效应方面取得了较好

的效果［13-14］。由于温度效应具有相对明显的周期性

与可预测性，其建模与预测方法相对成熟。

与温度效应相比，车辆荷载具有强时空随机

性，车辆类型与交通流量变化使得车辆荷载所导致

的挠度的预测更具挑战性。计算机视觉与称重系

统常被用于识别车辆荷载的时空分布，并与有限元

模型相结合来计算桥梁挠度响应［15］。但该类方法

对环境比较敏感，且计算成本较高。近年来，深度

学习方法逐渐被用来预测车辆荷载所导致的挠度。

从工程应用角度看，车辆荷载引起的挠度变化不仅

影响桥梁的正常使用性能，还可能在长期作用下引

发结构疲劳累积，对桥梁安全运营产生潜在影响。

因此，建立能够准确刻画车辆荷载时序特征并预测

挠度响应的方法，对于桥梁结构健康监测与运维管

理具有重要的工程意义。

LSTM、卷积神经网络（CNN）及注意力机制

（Attention）模型在处理时序数据方面展现出良好的

性能［16-19］。例如，LI 等［20］通过比较全连接网络、

LSTM与CNN模型验证了深度学习在车辆响应预测

中的有效性。XIAO 等［21］指出 CNN-LSTM 结构在提

取局部特征与刻画长期依赖关系方面具有优势。

在非桥梁工程领域，CNN-LSTM-Attention 结构已在

多种时序预测与诊断问题中得到应用。例如，在能

源负荷预测领域，相关研究通过并行 CNN-LSTM-
Attention 模型实现了对时空特征的联合建模，从而

显著提升了预测精度；在设备故障诊断领域，在基

于振动信号的时间序列分析中，研究者同样采用

CNN-LSTM 结合注意力机制的方法，对多轴传感器

数据进行特征提取与关键信息加权，从而提高了异

常信号的识别能力［22-23］。然而，总体来看，车辆荷载

所导致的挠度的预测仍处于发展阶段，且预测精度

与稳定性仍有进一步提升的空间。

本文基于模拟得到的移动车辆荷载序列数据，

构建融合特征工程的CNN-LSTM-Attention深度学习

模型，实现桥梁挠度预测。首先，利用桥面监控系

统数据与动态称重系统数据构建车道级荷载序列。

其次，引入滞后特征、差分特征、滚动标准差及移动

平均等来增强时间序列的表征能力，在此基础上

构 建 CNN-LSTM-Attention 网 络 。 最 后 ，与 传 统

LSTM 模型及未引入特征工程的模型进行对比

分析。
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1　车辆荷载模拟

以某主跨 1 288 m 斜拉桥为研究对象，基于长

期动态称重系统的监测数据建立车辆荷载统计模

型。在预设交通流量的情况下，采用随机过程方法

生成各车道车辆到达时间序列，并结合车辆分类统

计模型构建车道荷载时间序列。

1.1　车辆荷载数据及其统计特征

用动态称重系统及桥面监控系统可获取长期

的车辆总质量、车速及车流量等数据。为保证统计

结果的代表性，选取 2006—2013年的监测数据作为

分析数据。

基于长期监测数据，对桥梁通行车辆进行分类

统计，结合车辆轴数特征及车辆结构形式，将车辆

划分为 12类典型车型，见表 1。针对不同车型，分别

统计其总质量与车辆速度的概率分布特征，建立相

应的统计模型，Ⅰ类车辆的统计模型如图 1所示（图

中N表示正态分布）。同时，对不同车型在快车道、

中间车道及慢车道的分布比例进行分析，获得车道

分布特征参数，见表2。
表1　车辆分类及对应的轴组参数

Table 1　Vehicle classification and corresponding axle 

configuration

类别

I

II

III

IV

V

VI
VII
VIII
IX

X

XI

XII

车型符号 车轴组

2+2

2+4

2+8

2+2+4

2+2+8

2+4+4
2+4+8

2+4+12
2+8+8

2+8+12

2+2+4+8

2+2+4+12

轴距/m
2.920

4.862

3.987+1.377

1.811+5.331

1.791+4.216+1.361

3.525+5.810
3.525+5.590+1.312

3.233+6.811+1.313+1.313
3.233+1.376+5.867+1.313

3.233+1.376+6.811+1.313+
1.313

1.890+2.416+5.897+1.312
1.890+2.416+6.811+1.313+

1.313

1.0    1.5    2.0    2.5   3.0    3.5   4.0    4.5   5.0    5.5   6.0
车辆总质量/t

直方图 拟合曲线

N（2.966，0.987）
0.500.450.400.350.300.250.200.150.100.050.00

概
率

密
度

         

（a） 车辆总质量分布模型

  40    50    60   70    80    90   100  110  120  130  140  150
车辆速度/（km·h-1）

直方图 拟合曲线

N（95.857，18.618）
0.025
0.020
0.015
0.010
0.005
0.000

概
率

密
度

         

（b） 车辆速度分布模型

图1　Ⅰ类车辆的统计模型

Fig. 1　Statistic models of vehicle class I

表2　不同车型的车道分布比例

Table 2　Lane distribution proportions of different vehicle 

models

类别

I
II
III
IV
V
VI
VII
VIII
IX
X
XI
XII

车辆数占比/%
快车道

86.833
5.712
6.050
0.216
0.365
0.122
0.081
0.095
0.000
0.378
0.014
0.134

中间车道

44.191
25.383

9.237
2.379
4.341
1.309
1.546
1.532
0.060
5.723
0.059
4.240

慢车道

12.158
25.344

4.369
4.396
8.821
2.253
5.373
5.345
0.326

16.256
0.136

15.223
1.2　车辆荷载随机生成与时空分布建模

为构建符合实际交通特征的车辆荷载时间序

列，在预设交通流量及仿真时间窗口的情况下，采

用随机过程方法对各车道车辆的运行过程进行模

拟。首先，根据单位时间内的交通流量确定各车道

的车辆数，结合统计模型生成车辆到达时间序列。

然后，对车辆到达时间间隔按照泊松分布进行随机

抽样，以反映交通流的随机性与离散性。
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在确定车辆到达的时间后，根据由长期动态称

重系统数据得到的车型比例统计结果，对车辆类型

进行随机分配。不同车型对应不同的总质量、车速

及轴数等参数，各参数均按照其概率分布抽样生

成。通过上述步骤，可构建包含车辆到达时间、车

型类别及荷载等参数的各车道车辆荷载序列。

在获得车辆荷载时间序列及其基本参数后，需

要进一步确定车辆在桥面上的运行轨迹，从而得到

车辆荷载的时空分布特征。为此，本文采用基于跟

驰与换道规则的微观交通模型对车辆运动过程进

行模拟［24］。在纵向运动方面，根据前车间距及相对

速度对车辆速度进行动态调整，以保证安全行驶间

距；在横向运动方面，当满足安全距离及速度优势

等条件时触发换道行为［18］。通过上述规则，可确定

任意时刻车辆在桥面上的空间坐标及对应的荷载

位置。基于车辆运行轨迹，可获得车辆荷载在桥面

上的时空分布序列，为后续结构响应计算提供必要

的空间输入数据。图 2 给出了时长为 180 s 的中间

车道车辆运行轨迹仿真结果（图例中的数据为车辆

总质量）。在该算例中，桥梁主跨长 1 288 m，日交通

量为 40 000辆。在该交通工况下，车辆在桥面上的

分布情况能够较好地反映实际交通运行特征。
Ⅰ类车道 1.28 tⅠ类车道 3.69 tⅠ类车道 2.84 tⅠ类车道 2.67 tⅠ类车道 3.34 tⅠ类车道 2.65 tⅠ类车道 3.30 tⅤ类车道 34.95 t

线条
序号1~8

Ⅰ类车道 2.69 tⅠ类车道 1.99 tⅠ类车道 3.90 tⅠ类车道 2.29 tⅠ类车道 4.45 tⅠ类车道 2.00 tⅠ类车道 3.76 tⅡ类车道 8.39 t

线条
序号9~16

0      20     40      60    80    100   120    140   160   180
仿真时间/s

1 400
1 200
1 000

800
600
400
200

0
-200

位
置

/m

线条序号1~8 线条序号9~16入口

换道

出口

图2　中间车道车辆运行轨迹仿真结果

Fig. 2　Simulation results of vehicle trajectories in the middle 

lane

1.3　车辆模拟荷载的有效性验证

在获得车辆荷载的时空分布后，需要进一步计

算车辆荷载作用下的结构响应。为保证计算精度，

本文基于实桥荷载试验数据对有限元模型进行修

正与更新［25］。
为提高计算效率，本文采用影响线法进行结构

响应计算：根据车辆在桥面上的空间位置及车辆总

质量，将车辆荷载作用于影响线相应位置，然后通

过叠加原理获得结构响应时程。该方法在保证计

算精度的同时，避免了复杂的有限元分析过程，适

用于长时间的交通流仿真工况。

考虑车-桥耦合振动引起的动力效应，本文在静

力计算结果的基础上引入动力冲击系数对有限元

模型进行修正。根据既有研究，在路面平整度较好

的情况下，动力冲击系数通常处于合理范围内［26］。
结合本桥实际运营状态及相关规范要求，本文取动

力冲击系数为0.05。
为验证所提出的车辆荷载模拟方法及响应计

算方法的有效性，选取主跨跨中挠度及最长斜拉索

索力作为验证指标。与实测数据进行对比后可知，

模拟结果在波动幅值及变化趋势上与实测数据具

有较好的一致性，两者在时间历程上呈现出相近的

波动节奏与响应模式（图 3）。从幅值角度来看，模

拟结果能够较好地反映结构响应的主要波动范围，

实测数据中的峰值与谷值变化在模拟结果中均有

对应体现，说明模型能够捕捉车辆荷载作用下结构

响应的主要幅值特征。此外，在局部时段内，模拟

结果与实测数据在峰值出现时刻及变化趋势上基

本一致，表明所提出的方法在描述结构响应随时间

变化的动态特征方面具有较好的合理性。由此可

见，该方法能够较为准确地反映实际交通荷载作用

下结构的响应特征，可用于模拟真实车辆荷载

场景。

2　深度学习预测模型

为实现车辆荷载作用下桥梁挠度的预测，本文

构建了基于 CNN-LSTM-Attention 的深度学习模型，

并结合车辆荷载序列模拟数据进行算例验证。

2.1　数据准备与特征处理

本文采用车道级车辆信息作为输入数据，其为

12 维时间序列数据。预测目标为桥梁跨中挠度响

应，其中数值模拟结果作为真值。输入数据主要来

源于桥面数字摄像系统与动态称重系统（包括不同

车道入口处的车辆速度与总质量信息），以此构建

多车道车辆荷载时间序列；输出数据为由影响线法
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计算得到的桥梁跨中挠度响应。

为提高模型对车辆荷载长期累积效应的刻画

能力，本文在原始时间序列数据的基础上构造以下

特征：

1） 滞后特征，通过引入历史时刻的目标变量

值，以增强时间依赖性的表达能力：

y lag，k ( t ) = yt - k              （1）
式中：y lag，k ( t ) 为 t时刻的第 k阶滞后特征；yt - k为 t - k

时刻的挠度值。

2） 差分特征，有助于突出增长或衰减趋势，用

于刻画序列变化趋势：

∆y (k )
t = yt - yt - k          （2）

式中：∆y (k )
t 表示间隔为 k的差分，用于描述振动随时

间的变化趋势；yt为 t时刻的挠度。

3） 滚动标准差St，用于衡量局部波动性：

St = 1
ω ∑

i = t - ω + 1

t ( yi - -yt ) 2            （3）

式中：ω 为窗口长度；yi、
-yt 分别为窗口内 i时刻的振

幅值及当前窗口均值。

4） 移动平均，用于平滑高频波动：

Mt = 1
ω ∑

i = t - ω + 1

t

yt - i                 （4）
式中：Mt为 t时刻的滑动平均值。

在算例中，将融合了特征工程后的数据与原始

数据分别用于模型训练，以比较其对模型预测性能

的影响。最终，将构建的数据集按照 8∶1∶1的比例

划分为训练集、验证集与测试集，并通过多次重复

试验以保证结果的稳定性与可靠性。

2.2　CNN-LSTM-Attention模型构建

本文采用CNN提取车辆荷载序列的局部特征，

如短时间内车辆密集通过产生的局部荷载峰值。

卷积层通过滑动卷积核提取局部时序特征，以提高

对复杂输入模式的识别能力。本文用LSTM刻画挠

度响应的长期依赖关系，以捕捉通过的历史车辆对

当前挠度的累积影响。此外，为增强模型对关键时

间步的识别能力，本文引入注意力机制，其核心计

算形式为：

AAttention (Q，K，V ) = ssoft max ( ssim (Q，K ) )V  （5）
式中：Q为查询矩阵，表示当前时刻需要关注的信

息；K为键矩阵，是各时间步所提供的特征表示；V

为值矩阵，是对应时间步的实际特征内容；ssim (∙) 为
相似度函数，常用点积形式衡量Q与K之间的相关

性；ssoft max (∙) 为归一化函数，用于将相似度转换为权

重系数。

最终的输出为各时间步的加权求和结果。本

文通过注意力机制建立不同时间步与特征表示之

间的依赖关系，从而提高模型的表达能力。

2.3　模型训练与评价指标

为保证结果的稳定性，本文对模型进行多次独

立训练。采用平均绝对误差（rMAE）、均方误差（rMSE）、

决定系数（R2）和解释方差得分（SEVS）4项指标，全面

评价模型的预测性能。

rMAE = 1
n ∑

i = 1

n |yi - yi |              （6）

rMSE = 1
n ∑

i = 1

n ( yi - yi ) 2              （7）

R2 = 1 - ∑
i = 1

n ( yi - yi ) 2

∑
i = 1

n ( yi - -yi ) 2
                 （8）
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图3　结构实测与模拟响应结果对比

Fig. 3　Result comparison of structural measured and 

simulated respons
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SEVS = 1 - D ( y - ŷ )
D ( y )                   （9）

式（6）~（9）中：yi 为实测值；yi 为预测值；n为数据量；
-yi 为实测值的平均值；D (∙) 为方差函数；y、y 分别为

真实值序列与预测值序列。

3　结果讨论

3.1　预测结果

取各模型在重复试验中的最佳预测结果进行

比较分析，结果如图4所示。
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（a） 未采用特征工程的CNN-LSTM-Attention模型结果

200     225      250      275     300      325      350      375     400
时间/s

0

-20

-40

-60

-80

-100

挠
度

/mm

实测
模拟

（b） 采用特征工程的CNN-LSTM-Attention模型结果

图4　实测值与模型最佳预测结果的比较

Fig. 4　Comparison between measured values and optimal 

results of models

在CNN-LSTM-Attention模型未采用特征工程的

情况下，最佳结果的 rMAE 为 6.422，rMSE 为 83.058，R2

为 0.780，SEVS为 0.780；采用特征工程的情况下，最佳

结果的 rMAE 为 0.824，rMSE 为 1.417，R2 为 0.996，SEVS 为

0.996。此外，XU等［26］将LSTM模型应用于相同的数

据集，得到 rMAE为6.470，R2为0.741。

3.2　对比分析

综合模型结果可得到表3。
表3　模型结果比较

Table 3　Comparison between model results

模型

LSTM模型

未采用特征工程的CNN-LSTM-Attention
模型

采用特征工程的CNN-LSTM-Attention
模型

rMAE
6.470
6.422

0.824

R2

0.741
0.780

0.996

结合图 4和表 3可知，在未引入特征工程时，模

型能够较好地捕捉挠度的变化趋势，但预测误差仍

相对较大，相较于传统 LSTM 模型，其 rMAE 仅降低了

0.7%，R2 仅提升了 5.3%，说明在未进行特征增强的

情况下，模型结构优化带来的性能提升较为有限。

在引入特征工程后，预测精度显著提升，并且预测

曲线与真实曲线在关键时间区间高度吻合，与传统

LSTM 模型相比，其 rMAE 由 6.470 降至 0.824，降低了

87.3%；R2 由 0.741 提升至 0.996，提升了 34.4%。此

外，相较于未引入特征工程的 CNN-LSTM-Attention
模型，引入特征工程后 rMAE 下降了 87.2%，R2 提升了

27.7%。结果表明，特征工程对模型预测精度与解

释能力的提升作用显著，是实现高精度桥梁挠度预

测的关键因素。

4　结论

本文基于模拟得到的车辆荷载序列数据，构建

了融合特征工程的CNN-LSTM-Attention深度学习模

型，实现了桥梁挠度的高精度预测。通过算例分析

与对比研究，得到以下结论：

1） 提出了一种融合特征工程的 CNN-LSTM-
Attention挠度预测深度学习模型。通过引入滞后特

征、差分特征、滚动标准差及移动平均，该模型实现

了高精度预测，最佳运行结果的 rMAE 为 0.824，rMSE 为

1.417，R2 为 0.996，SEVS 为 0.996。该方法在挠度时间

序列的预测方面效果良好。

2） 通过对比分析，进一步验证了特征工程与模

型结构融合的优势。与 LSTM 模型相比，引入特征

工 程 后 CNN-LSTM-Attention 模 型 的 rMAE 降 低 了

87.3%，R2 提升约 34.4%，预测性能显著增强。而在

未引入特征工程时，相较于 LSTM模型，CNN-LSTM-
Attention 模型的 rMAE 仅下降了 0.7%，R2 仅提升了
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5.3%，说明单纯依赖网络结构优化对预测性能的改

善有限。

综合分析表明，“特征工程+复合深度学习结

构”的方法体系能够有效刻画车辆荷载序列的时空

特征，为基于数据驱动的桥梁结构健康监测与性能

评估提供了新的技术思路。
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