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基于 IPSO-GRU-KDE的公交站点客流区间预测方法

柳伍生，刘天意 

（长沙理工大学  交通学院，湖南  长沙    410114）

摘　要：【【目的目的】】开展公交站点客流区间预测研究，解决传统点预测模型无法有效描述公交站点客流量预测中不确

定信息的弊端。【【方法方法】】选取用改进粒子群算法优化的门控循环单元（gated recurrent unit，GRU）模型结合核密度估计

（kernel density estimation，KDE）方法进行区间预测。首先使用 GRU 模型进行点预测，并利用改进粒子群优化

（improved particle swarm optimization，IPSO）算法进行参数寻优；然后结合核密度估计方法计算点预测误差的概率

密度分布函数，求解对应置信水平下的误差置信区间，最终结合点预测结果实现区间预测。【【结果结果】】对比试验表明，

本文的点预测模型预测精度最高、区间预测模型区间评价结果最好，验证了模型的有效性。【【结论结论】】该模型能够生成

更精确的预测区间，可为后续公交车辆调度方案决策提供参考，具有较好的实用性。
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IPSO-GRU-KDE based method for predicting passenger flow intervals 

at bus stop

LIU Wusheng， LIU Tianyi

（School of Transportation， Changsha University of Science & Technology， Changsha  410114， China）

Abstract： ［［PurposesPurposes］］ This study conducts interval prediction research on passenger flow at bus stops 

to address the drawback that traditional point prediction models fail to effectively characterize 

uncertainty information in bus stop passenger flow forecasting.［［MethodsMethods］］An improved particle swarm 

optimization （IPSO）-optimized gated recurrent unit （GRU） model combined with kernel density 

estimation （KDE） is adopted for interval prediction. First， the GRU model is applied to implement 

point prediction， and the IPSO algorithm is utilized for parameter optimization. Second， kernel density 

estimation is employed to calculate the probability density distribution function of point prediction 

errors， so as to obtain error confidence intervals under corresponding confidence levels. Finally， 

interval prediction is realized by integrating the point prediction results.［［FindingsFindings］］Comparative 

experiments show that the point prediction module of the proposed model achieves the highest 

prediction accuracy， and its interval prediction module obtains the optimal interval evaluation metrics， 
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which verifies the validity of the model.［［ConclusionsConclusions］］ The model can generate more accurate 

prediction intervals. It can provide references for the decision-making of subsequent bus scheduling 

schemes and possesses favorable practical value.

Key words： bus stop passenger flow prediction； gated recurrent unit； improved particle swarm 

optimization； kernel density estimation； interval prediction

截至 2023 年 6 月底，中国机动车保有量已达

4.26亿辆。不断增长的机动车保有量在加快城市化

进程的同时，也使交通日益拥堵。近年来，随着计

算机与信息技术的快速发展，交通大数据受到国内

外学者的广泛关注［1］。运用大数据技术建立合适的

模型进行公交站点客流预测，不仅能为公交车辆运

营提供坚实基础，还有助于提升公交系统对居民出

行的吸引力、缓解交通拥堵，具有重要的现实意义。

在交通领域，有诸多学者对点预测方法展开了

研究。蔡昌俊等［2］通过构建自回归积分滑动平均

（autoregressive integrated moving average， ARIMA）
模型对进出站客流量进行了精准预测。何矿元等［3］

利用 ARIMA 模型进行了交叉口短时交通流预测研

究。随着大数据技术的发展，深度学习等人工智能

模型在交通领域也得到了广泛应用，结构层次复杂

的深度学习模型能够更准确地拟合数据间的非线

性关系。张鹏祯等［4］使用基于门控循环单元（gated 
recurrent unit， GRU）神经网络的多任务深度学习模

型，考虑了多条线路之间的相关关系，提高了公交

短时客流预测的精度。姚志刚等［5］使用自适应噪声

完备集合经验模态分解处理后的数据，通过粒子群

优化算法调整过的长短时记忆（long short-term 
memory， LSTM）神经网络实现了公交站点短时客流

预测，试验表明：该模型能显著提高预测精度。

ZENG等［6］考虑到地铁客流的时空相关性和依赖性，

并基于集成关系图卷积网络、分割注意力机制和

LSTM，对杭州地铁客流进行预测，验证了该方法的

有效性。张文娟等［7］提出了一种混合深度学习模

型，该模型能够在构建特征时考虑客流变化的周期

依赖性。LI等［8］提出的多尺度径向基网络能够准确

地预测短期地铁客流，检测客流的不规则波动。除

了单一的预测模型外，部分学者使用两种及以上的

组合模型进行预测。LI等［9］先使用决策树模型，依

据乘客类型和影响因素划分数据集，再使用递归神

经网络实现公交客流预测。何沁玮等［10］通过线性

回归确定改进时序算法和图卷积神经网络的融合

权重，构建时空融合预测模型，该模型能够有效地

预测交通路口流量。

以上模型均为确定性预测模型，无法量化不确

定性因素对公交站点客流量变化的影响。部分学

者用随机数表征不确定性因素的影响。柳伍生

等［11］使用三角模糊数度量多式联运中时间不确定

性的影响。夏东阳等［12］使用离散场景集刻画公交

站点客流需求中的不确定性，并制定公交时刻表。

区间预测是表征不确定性因素的方法之一，随着公

共交通系统规划、调度方案对客流预测模型精度要

求的进一步提升，给出更精确的点预测结果及其区

间范围具有现实意义。常用的区间预测方法包括

分位数回归、置信区间估计等。目前，区间预测已

被广泛地应用于输电线路负荷预测［13］、航段油耗预

测［14］、工业设备可靠性评估［15］、太阳能发电预测［16］

等多个领域，但鲜有学者将区间预测应用于交通领

域 。 PAN［17］ 结 合 粒 子 群 优 化（particle swarm 
optimization， PSO）算法和深度自回归循环网络，预

测北京西直门公交至地铁换乘段客流，结果表明该

模型具有较好的精确性。

综上，本文使用门控循环单元预测公交站点客

流量，由于 GRU 网络参数难以确定，采用改进粒子

群优化（improved particle swarm optimization， IPSO）
算法进行参数寻优，预测结果采用KDE方法进行置

信区间估计，实现公交站点客流区间预测。通过与

改进粒子群优化 -门控循环单元 -高斯（噪声/核）

（IPSO-GRU-Gaussian）组合模型、 分位数回归长短

期记忆（quantile regression long short term memory， 
QRLSTM）网络、 分位数回归门控循环单元（quantile 
regression gate recurrent unit， QRGRU）等进行对比，

验证本模型的适用性。

1　研究方法

1.1　门控循环单元神经网络

LSTM 单 元 是 一 类 特 殊 的 循 环 神 经 网 络

（recurrent neural network，RNN），LSTM 单元主要由

遗忘门（forget gate）、输出门（output gate）和输入门
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（external input gate）构成，目前已被广泛应用于时间

序列领域。

门控循环单元神经网络是长短期记忆神经网

络的一个变体，也是一类具有特殊结构的循环神经

网络（图 1）。它将 LSTM 中的遗忘门、输出门、输入

门组合成更新门（update gate）和重置门（reset gate），

能够捕获时间序列中的依赖关系，挖掘时间序列数

据的内在特征，并且其简化了结构，使得 GRU 拥有

更快的计算速度。

za = σ ( )b + Uxa + Wha - 1 （1）
ra = σ ( )b + Uxa + Wha - 1 （2）
na = tan ha (b + Uxa + Wraha - 1 ) （3）
ha = (1 - za )ha - 1 + zana （4）

式（1）~（4）中：za代表更新门向量；ra代表重置门向量；

na代表a时刻新状态；b表示偏置向量；U表示输入权

重；W表示循环权重；xa表示 a时刻的输入向量；ha表

示a时刻的隐藏状态；ha-1表示a-1时刻的隐藏状态；

σ为标准差，用来度量随机惯性权重ω与其数学期望之

间的偏离程度（一般取0.2～0.5，本文取σ=0.5）。

xa

haha - 1
1

tan ha

na
σ
zara

σ

图1　GRU模型

Fig. 1　GRU model

1.2　改进粒子群优化算法

PSO 算法是一种群体智能优化算法，被广泛用

于求解各类优化问题。该算法源于对鸟类群体觅

食行为的研究，其核心思想是：在觅食过程中，最有

效的搜索策略是在距离食物最近的个体附近区域

进行搜索。基于这一原理，PSO 算法将搜索空间中

的每一个潜在解对应为一个粒子，每个粒子具有自

身的位置与速度，并在求解空间中不断飞行。在每

次迭代中，粒子根据个体历史最优解和群体历史最

优解更新自身的速度与位置，逐步向最优解靠近。

与完全随机的搜索不同，PSO 算法通过个体间的信

息共享，使得每次迭代具有明确的搜索方向，从而

更高效地逼近全局最优解。

假设在 D维搜索空间中有 m 个粒子，总迭代次

数为T次，则在第 t次迭代中，令第 i个粒子的位置为

Xi，t，速度为 Vi，t，粒子基于该次迭代中个体最优解

（pbesti）和群体最优解（gbesti）来更新自己的速度和位

置，粒子速度与位置更新方程为：

Vi，t + 1 = ω × Vi，t + c1 × rand × ( pbesti - Xi，t ) +
        c2 × rand × ( gbesti - Xi，t ) （5）

Xi，t + 1 = Xi，t + λ × Vi，t + 1 （6）
式（5）~（6）中：ω取值通常在0.1到0.9之间，用于调节

个体最优粒子和群体最优粒子飞行方向的最大步

长；c1和 c2分别是自学习因子和社会学习因子；rand是

位于［0，1］之间的随机数；λ是速度系数，取为 1。
传统粒子群优化算法在惯性权重ω和学习因子

的取值上存在一定局限性。惯性权重ω决定了粒子

速度中历史分量的比重：较大的ω有利于全局寻优，

但会削弱局部搜索能力；较小的 ω则有利于局部寻

优，却可能弱化全局搜索能力。此外，固定的 c1和 c2
使得粒子对个体最优解和群体最优解的学习权重

始终保持不变，缺乏自适应调整能力，易陷入局部

最优问题中。针对上述问题，本文采用改进粒子群

优化算法，分别从惯性权重和学习因子两方面进行

改进。

1） 惯性权重优化。

目前，学者们已对惯性权重的优化方法开展了

大量研究，并提出了多种策略，如线性递减权重、自

适应权重、随机惯性权重等。本文采用随机惯性权

重优化方法，使粒子历史速度对当前速度的贡献具

有随机性，从而在一定程度上避免算法陷入局部最

优问题。随机惯性权重的计算公式如下：

ω = ωmin + ( ωmax - ωmin ) × rand + σ × randn （7）
式中：ωmin取0.4；ωmax取0.9；randn为正态分布的随机数。

2） 学习因子优化。

PSO 在迭代过程中，学习因子 c1和 c2分别控制

粒子的自学习能力与社会学习能力，从而实现个体

经验更新与群体信息共享。然而，固定的学习因子

容易导致算法陷入局部最优问题。针对这一问题，

本文采用异步学习因子策略，在迭代过程中动态调

整 c1和 c2：前期增大 c1以强化自学习能力，增强全局

寻优性能；后期增大 c2以提高社会学习能力，加速粒

子向全局最优解收敛：

c1 = c（start）1 - (c（start）1 - c（start）2 ) × t
T （8）

c2 = c（start）2 + (c（start）1 - c（start）2 ) × t
T （9）

式中：c（start）1 取为2.5；c（start）2 取为0.5。
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1.3　基于 IPSO-GRU的公交站点客流点预测

本文选取自2016年11月7日起共28d的深圳某

公交站点客流量数据。数据采集时段为每日6：00至

每日 23：00，时间粒度为 15 min，公交站点客流量变

化如图2所示。本文将前24 d的1 632条数据作为训

练集，后4 d的272条数据作为验证集。
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图2　公交站点客流量变化

Fig. 2　Changes in passenger flow at bus stops

由图2可知，公交站点客流量变化具有明显的周

期性，表明时间序列前后存在依赖关系。IPSO-GRU
模型能够有效地捕捉时间序列的周期性特征，从而

实现对公交站点客流量的精确预测。本文以 GRU
网络第一层神经元数量 n1、第二层神经元数量 n2、
dropout（随机失活）及 batch_size（批次大小）为寻优

目标，利用 IPSO算法搜索最优超参数组合。具体步

骤如下：

1） 初始化。设置 IPSO 算法的初始粒子位置、

速度、惯性权重、学习因子及最大迭代次数等参数，

同时设定GRU各超参数的取值范围。

2） 计算适应度值。对每个粒子，将其对应的超

参数组合代入 GRU 模型进行训练，以均方误差

（MSE）作为适应度函数，计算各粒子的适应度值。

3） 更新个体最优与群体最优。根据速度与位

置更新公式，动态调整粒子的位置、速度、惯性权重

及学习因子，计算新的适应度值，并将其与当前个

体最优和群体最优对应的适应度值进行比较，若存

在更优数值则予以更新。

4） 终止判断。若达到最大迭代次数，则输出当

前最优的 n1、n2、dropout及 batch_size组合，否则返回

前一步继续迭代。

IPS0算法流程

结束

预测结果

设置GRU模型
寻优参数

IPS0寻优

归一化处理

公交站点客流数据

开始

输出寻优后参数

是

否
是否满足停止条件

更新个体、群体
最优

更新粒子速度、
位置、ω、c1、c2等

确定个体最优、
群体最优

计算适应度函数

粒子群初始化

图3　IPSO-GRU公交站点客流点预测

Fig. 3　IPSO-GRU bus stop passenger flow point prediction

1.4　核密度估计

概率密度估计方法分为参数估计与非参数估

计两类。参数估计方法需预先假定预测误差服从

某一特定分布，再利用样本数据估计该分布的参

数；非参数估计方法则直接基于样本信息估计误差

的概率密度，无需预设分布形式，更能反映数据的

真 实 分 布 特 征 。 核 密 度 估 计（kernel density 
estimation， KDE）是一种典型的非参数估计方法，其

估计结果完全由样本数据本身的分布决定，无需假

设样本服从任何特定分布，且能够获得更为准确的

估计结果。KDE的方法原理如下：

fh (e′) = 1
Nh ∑

i = 1

N

K ( e′ - ei

h ) （10）
式中：h 为带宽；N 为样本数；e′为公交客流量预测

值；ei为公交客流量预测误差样本；K（·）为指定核函

数，本文采用高斯核函数。

高斯核的公式为：

K ( x ) = (2π)-1/2e-x2 /2 （11）
2　基于 IPSO-GRU-KDE的公交站点

客流区间预测

城市交通系统中存在大量时变未知信息，且由

于多种随机因素对乘客出行决策的影响，公交站点

客流量呈现明显的随机性与不确定性。此外，预测

模型本身不可避免地存在误差，导致传统点预测方

法的精度始终存在局限。因此，在点预测的基础
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上，利用核密度估计对预测误差进行分析，求取相

应置信水平下的置信区间，从而获得公交站点客流

量的区间预测结果，具备实际应用价值。基于此，

本文提出一种基于 IPSO-GRU-KDE的公交站点客流

区间的预测方法，具体步骤如下：

1） 采集误差数据。使用 IPSO-GRU模型作为点

预测模型，预测公交站点客流量，收集预测值与真

实值的误差数据。

2） 选择核函数和带宽。当数据样本足够大时，

选取核函数需考虑其对结果的影响，而选择带宽时

必须综合考虑核函数光滑性和拟合度。本文以期

望 积 分 平 方 误 差（mean integrated squared error， 
MISE）准则为依据，高斯核为核函数，根据公交站点

客流量预测误差样本数量N，求取最佳带宽h。
3） 核密度估计计算。利用选定的核函数与带

宽，对误差数据进行核密度估计，计算各误差数据

点的核密度估计值，反映该点周围误差的密集

程度。

4） 计算概率密度分布函数。对核密度估计结

果进行归一化处理，将估计误差密度值转化为概率

密度分布函数。

5） 计算累积分布函数。对概率密度分布函数

进行积分，即可获得累积分布函数，并计算出误差

小于某一特定值的概率信息。由于概率密度函数

积分难以求得解析解，采用高斯-勒让德公式进行数

值解求解，具体求解过程可参考文献［18］，求解置

信区间后得到基于 IPSO-GRU-KDE的公交站点客流

量区间预测结果：

[ ŷ + e lower，ŷ + eupper ] （12）
式中：ŷ 表示预测值；elower、eupper分别表示相应置信水

平误差下限和上限。

3　试验分析

以深圳某公交站点客流量为研究对象，采用

Python 3.9.7 软件作为开发工具，主要使用 pandas、
keras、sklearn等库。

3.1　评价指标

本文将评价指标分为两部分：点预测模型采用

均方根误差与平均绝对误差作为评价指标；区间预

测结果采用预测区间平均覆盖率（prediction interval 
coverage probability， PICP）、预测区间归一化平均宽

度（prediction interval normalized average width， 

PINAW）及温克勒系数作为评价指标。

3.2　点预测

由于输入的公交站点客流量数据具有多维特

征，各特征具有不同的量纲与取值范围。为避免某

些特征对预测结果的影响过大导致预测精度不佳，

需对数据进行归一化处理。本文采用 Python 软件

的 minmaxscaler 工具进行归一化，将处理后的数据

输入 IPSO-GRU模型中进行预测。IPSO寻优结果见

表1，预测结果如图4所示。

表1　IPSO寻优结果

Table 1　IPSO optimization results

参数

n1

n2

dropout
batch_size

取值范围

（64，128）
（0，64）
（0，0.3）
（8，32）

IPSO结果

69.000
46.000

0.161
12.000
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400
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300
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次

真实值
预测值

图4　IPSO-GRU模型预测结果

Fig. 4　IPSO-GRU model prediction results

为验证点预测模型的有效性，选取 ARIMA、支

持向量机（SVM）、LSTM、GRU 与 IPSO-GRU 模型作

为基准模型分别对公交站点客流量进行预测，

ARIMA、SVM、LSTM、GRU 四种基准模型参数设置

如下：

1） ARIMA 模型。经平稳性、白噪声检验后，确

定公交站点客流 ARIMA 预测模型自回归项参数为

2、差分阶数为0、滑动平均项数为2。
2） SVM 模型。选取在时间序列预测中表现较

为优异的径向基函数核，惩罚因子为 10，核系数

为0.01。
3） LSTM 模型。选择双层神经网络结构，第一

层LSTM神经元数量为 64，第二层LSTM神经元数量

为 48，隐含层激活函数选择“relu”，输出层选择
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“sigmoid”，损 失 函 数 选 择“loss”，优 化 器 选 择

“adam”，整个训练数据集被神经网络模型使用的次

数为100次，batch_size为16。
4） GRU 模型。将 LSTM 神经元替换为 GRU 神

经元，其余设置与LSTM相同。

对比试验结果见表 2。由表 2 可知，IPSO-GRU
模型的均方根误差（RMSE）为 15.897，平均绝对误差

（MAE）为 11.780。就 MAE 而言，IPSO-GRU 模型的

MAE 较 ARIMA 模型的 MAE 降低了 12.236，较 SVM
模型的MAE降低了3.259，较LSTM模型的MAE降低

了 3.981，较 GRU 模型的 MAE 降低了 1.220。由表 2
可知，结构更为复杂的神经网络模型精度更高，采用

IPSO-GRU模型能够获得更理想的预测精度，验证了

该模型的先进性和适用性。因此选用 IPSO-GRU模

型对公交站点客流量进行点预测，并在此基础上进

行区间预测，该方法获得的结果准确度更高。

表2　点预测结果评价

Table 2　Evaluation of point prediction results

模型名称

ARIMA
SVM
LSTM
GRU

IPSO-GRU

RMSE
30.175
18.564
21.452
17.709
15.897

MAE
24.016
15.039
15.761
13.000
11.780

3.3　区间预测

采用 IPSO-KDE 模型预测公交站点客流量，误

差分布及不同带宽概率密度估计曲线如图 5所示。

由图 5 可知，大部分波动发生在误差-20～20 范围

内，但仍有其他范围内误差波动较大，由此可说明

不确定性因素的影响。使用核密度估计方法对公

交站点客流量点预测误差进行估计，图 5（b）为不同

带宽下的概率密度分布函数曲线。
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（b） 不同带宽概率密度估计曲线

图5　误差分布及不同带宽概率密度估计函数

Fig. 5　Error distribution and probability density estimation 

functions with different bandwidths

对所得概率密度分布函数曲线进行积分，获

得累积分布函数，求解相应误差置信区间，结合

IPSO-GRU 模型点预测结果，得到预测区间。为验

证该模型的性能，分别在 80％置信水平和 90％置信

水平下使用多种模型进行区间预测，形成对比试

验。预测结果如图 6 所示，区间预测结果评价

见表3。

由表3可知，随着置信水平的提高，PINAW有所

增大。这是由于随着置信水平的提高，区间越宽，覆

盖真实值的可能性越高，因此需要引入适应度值

score 来衡量模型构造区间的能力。适应度值 score
为负值［19］，当真实值在预测区间之外时，会添加一个
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图6　基于 IPSO-GRU-KDE模型公交客流量区间预测

Fig. 6　IPSO-GRU-KDE model for bus passenger flow 

interval prediction
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惩罚项，score值越大，预测模型的性能越好。

综上，本文所使用的 IPSO-GRU-KDE 模型在不

同置信水平下，均具有最大的 score 值，表明该模型

的性能比其他对比模型的优，具有较好的实用性。

该模型能够生成质量更高的预测区间，进一步提高

点预测结果的可靠性，可为后续公交系统工作提供

数据支撑，提高公交调度方案的鲁棒性，加强公交

系统的吸引力，缓解道路拥堵现状。

4　结论

随着交通拥堵日益严重，提升公共交通的服务

水平变得越来越重要。公交站点客流量作为公共

交通车辆调度决策的重要依据，对其预测精度的要

求也越来越高。本文使用 IPSO-GRU-KDE模型对公

交站点客流量进行了区间预测，主要结论如下：

1） GRU 模型能够捕捉公交站点客流中的非线

性关系，适用于公交站点客流量预测，使用改进的

粒子群优化算法对GRU进行参数寻优，可以进一步

提高模式点预测的性能。

2） 非参数核密度估计方法无需对所估计样本

进行假设，能够有效分析预测误差数据，获得概率

密度分布函数曲线。

3） 使用 IPSO-GRU模型和 KDE方法进行预测，

可以精准预测公交站点客流量区间，为公交车辆运

营调度等提供数据参考。
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